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1. Introducción

El algoritmo de los k vecinos más cercanos (k Nearest Neighbor) tiene como
objetivo clasificar una observación en alguna categoŕıa o grupo de acuerdo a
datos previamente obtenidos. Usando una métrica (en el sentido matemático)
se determinan los k puntos más cercanos (vecinos) y se etiqueta la nueva obser-
vación con la categoŕıa o grupo de mayor frecuencia en el conjunto de puntos
más cercanos.

E k vecino más cercano trabaja de la siguiente forma:
Sea X un espacio métrico, d una métrica sobre X, un conjunto de etiquetas

{1, ....,M} y un conjunto de n pares {(x1, θ1), ....., (xn, θn)}, donde xi ∈ X y θi
es la categoŕıa de xi.

Para clasificar un nuevo punto x, se tiene que estimar su etiqueta a partir
de la muestra observada de x. El vecino más cercano para x es x̂ tal que x̂ ∈
argmin{d(x, xi)}, i = 1, ...., n

Para clasificar a un nuevo punto la regla de los k vecinos más cercanos (k-
NN) asigna a x la etiqueta que más se repita de entre los k vecino más cercanos
como se menciona en [1].

2. Problema

Con el fin de diagnosticar enfermedades se crean protocolos que son un con-
junto de procedimientos para determinar si un enfermo presenta un determinado
cuadro cĺınico entonces tiene cierto padecimiento.

En este trabajo se quiere probar un protocolo médico y aśı determinar qué
tan bueno es. Usando como herramienta el algoritmo k-NN y datos previamente
observados de pacientes. La razón de esto es que es simple y aunque tiene muchas
limitaciones, dará una idea del comportamiento de los pacientes en el aspecto
de comparar si pacientes enfermos se mantienen cercanos de otros que también
lo están, lo cual es una gúıa indirecta de posibles categoŕıas del padecimiento
investigado.

Se utilizará el conjunto de datos médicos de 44 pacientes y habrá sólo 2
etiquetas: 1 si el paciente está enfermo, 0 si no lo está. Se dirá que el protocolo
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Figura 1: + se le asigna blanco bajo 1-NN, o bien + se asigna negro con 3-NN.
En 2-NN no se puede dar una asignación

es bueno si con los datos que proporciona este se logra distinguir a los pacientes
enfermos y de los sanos.

Los datos son mediciones para los cambias de posturas de diferentes varia-
bles.

En el Apéndice se muestra en R el código el cual se utilizó para analizar los
datos.

Procedimiento: Organizar las variables para cada cambio de posición.

Figura 2: Valores de las diferentes variables en la posición Acostado1

Posteriormente se toma la diferencia de las variables y entre cada posición.
{Sentado1 − Acostado1, Acostado2 − Sentado1, .....} en total los 8 diferentes
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cambios, como se ve en la figura 3.

Figura 3: Tabla de diferencias de Sentado1 - Acostado1

Posteriormente se parte en 2 el conjunto de datos inicial, uno de ellos será
el conjunto de entrenamiento y el otro será el conjunto de prueba con el cual se
probará el protocolo.

Se tomó el 80 % de los datos de la diferencia que será el conjunto de entre-
namiento y el 20 % será el conjunto prueba.

Figura 4: Ejemplo de la tabla de prueba

Con todos los datos de conjunto prueba se les va a aplicar la regla del k−NN
y aśı se obtendrá una estimación de su etiqueta y se comparará con el resultado
real.

Consideresé el caso donde d es la distancia euclidiana y k = 1, 3.
En figura 5 vemos la correcta ejecución del programa y asi en la siguiente

figura vemos los resultados de un forma más comprima para k = 1, 3.
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Figura 5: Ejecución del programa para k = 1, 3, la primera ĺınea nos da el número
del paciente y si tiene o no la enfermedad, también se muestra los 3 vecinos más
cercano para ese paciente del lado izquierdo y del derecho se muestra el vecino
más cercano

Como se puede ver en la figura 6 es muy variable en k = 1 las veces que
acierta al predecir, en cambio para k = 3 se varianza es menor.

Figura 6: Ejecución del programa para k = 3, 34 elementos en la tabla de
entrenamiento, 10 en la tabla de prueba

Para ser más preciso se saco la media de varias ejecuciones de este programa
y para k = 3 el promedio de acierto que tiene es de 5.75 (57 % de la veces acierta)
teniendo una tabla de entrenamiento de tamaño 34 y el tamaño de la tabla de
prueba igual a 10.
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Posteriormente se cambió el tamaño de tabla de entrenamiento para verificar
si el gran tamaño del error proveńıa de los pocos datos que se tienen, ahora su
tamaño será 40 y el tamaño de la tabla de prueba igual a 4, la k será siendo
igual a 3 y aśı se obtuvo que su promedio fue de 2.41 (el 60.25 % de las veces
acierta).

Para k =1 tomando el caso de 40 sujetos en la tabla de entrenamiento y 4
sujetos en la tabla de prueba se tiene como resultado que aproximadamente el
62.5 % de las veces acierta, por último sw tomó el caso de 34 sujetos en la tabla
de entrenamiento y 10 sujetos en la tabla de prueba obteniendo que el 25 %
acierta.

3. Conclusion

Como se observó en los resultados anteriores los datos arrojados por el al-
goritmo no son del todo confiables, siendo que el máximo porcentaje de predic-
ciones acertadas es de al rededor del 60 %, un nivel bastante bajo.

Se estipula que este comportamiento es debido a la poca cantidad de datos
disponibles para el correcto funcionamiento del algoritmo, ya que de acuerdo
a lo mostrado anteriormente únicamente se usó un total de cuarenta y cuatro
datos.

Se teoriza que teniendo una base de datos más amplia, mayor a ciento cin-
cuenta, el algoritmo comenzaŕıa a tener una mayor convergencia. De igual ma-
nera, esto se veŕıa optimizado utilizando los tres vecinos más cercanos (k = 3)
pues bajo esta condición se obtuvieron las mejores predicciones.

4. Apéndice

#d i s t a n c i a 1
d i s t 1 <− f unc t i on (x , y ){

re turn (sum( abs (x−y ) ) )
}

#d i s t a n c i a Euc l idan ia
distEuc <− f unc t i on (x , y ){

re turn ( s q r t (sum ( ( x−y )∗∗2 ) ) )
}

#Funcion que nos d i c e l a d i f e r e n c i a s ent re p o s i c i o n e s
D i f e r e n c i a s <− f unc t i on ( tablaU ){

Ayuda <− matrix ( nrow=43, nco l =8, rep (0 , 43∗8 , byrow=TRUE) )
i n d i c e <− 1

f o r ( i in 1 : 8 ) {
Ayuda [ , i n d i c e ] <− c ( as . numeric ( tablaU [ [3+ i ] ] ) − as . numeric ( tablaU [ [ i + 2 ] ] ) )
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i n d i c e <− i n d i c e + 1
}

Ayuda <− as . data . frame (Ayuda)
re turn (Ayuda)

}

#Ayuda a c o n s t r i r t a b l a s s o l o con un t ipo de p o s i c i o n
s e l e c c i o n <− f unc t i on ( numero ){

l i s t a <− c (1 , 2 , numero )
f o r ( i in 1 : 8 ) {

numero <− numero +9
l i s t a [ i +3] <− numero

}
re turn ( l i s t a )

}

#Genera un conjunto de 34 numero a l e a t o r i a s es 1 −43
numAleatorios <− f unc t i on ( cant idad ){

numeros <− c (0 )
i <− 1
whi l e ( l ength ( numeros ) != cant idad ){

numeros [ i ] <− c e i l i n g ( r u n i f (1 , min=0, max=44))
i f ( l ength ( numeros ) == length ( unique ( numeros ) ) ){

i <− i +1
}
numeros <− unique ( numeros )

}

re turn ( s o r t ( numeros ) )
}

#saca l a s d i s t a n c i a s a un punto y l a s ordena de forma c r e c i e n t e
distEn11<− f unc t i on (x , tablaU ){

ElConjunto <− vec to r ( ’ l i s t ’ , 34)
Aux <− tablaU [ , −c (1 , 2 ) ]

f o r ( i in 1 : 3 4 ) {
x i <− as . numeric (Aux [ i , ] )
ElConjunto [ [ i ] ] <− x i

}

d i s t a n c i a s <− c (0 )
orden <− c ( 1 : l ength ( ElConjunto ) )

f o r ( i in 1 : l ength ( ElConjunto ) ) {
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d i s t a n c i a s [ i ] <− distEuc (x , ElConjunto [ [ i ] ] )
}

Nombre <− as . vec to r ( tablaU [ , 1 ] )
Respuesta <−as . vec to r ( tablaU [ , 2 ] )
ayuda <− data . frame (Nombre , Respuesta , d i s t a n c i a s , orden )
sigma <− ayuda [ with ( ayuda , order ( ayuda$d i s tanc ia s ) ) , ]
s igma$permutacion=c ( 1 : l ength ( ElConjunto ) )
sigmaCool <− sigma [ order ( sigma$orden ) , ]
r e turn ( sigmaCool )

}
#dec ide s i e s t a o no enfermo para k = 3
i d e n t i f i c a <− f unc t i on ( r e s u l t a d o ){

diagno <− 0
i f (sum( r e s u l t a d o ) >= 2){

diagno <− 1
}
re turn ( diagno )

}

#func ion que compara e l r e s u l t a d o obtenido de l r e a l y l o s cuenta
cuentaErrores <− f unc t i on ( res , d iag ){

cuenta <− 0
f o r ( i in 1 : l ength ( r e s ) ) {

i f ( r e s [ i ] == diag [ i ] ) {
cuenta <− cuenta + 1

}
}
re turn ( cuenta )

}

#func ion para sacar l a media
sacaMedia <− f unc t i on ( numInt , tamTabPrue ){

med <− 0

f o r ( i in 1 : numInt ) {
e lConjunto <− numAleatorios (44−tamTabPrue )
tablaAleE <− Dif1 [ elConjunto , ]
tablaPrueba <− Dif1 [− elConjunto , ]

nom <− c (0 )
r e s <− c (0 )
diag <− c (0 )
a r r e g l o <− c (0 )
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f o r ( i in 1 : tamTabPrue ) {
x <−tablaPrueba [ i , 3 : 1 1 ]
laTabl <− distEn11 (x , tablaAleE )
Tabla <− laTabl [ order ( laTabl$permutacion ) , ]
nom[ i ]<− tablaPrueba$ID [ i ]
r e s [ i ] <− tablaPrueba$Sincope [ i ]
a r r e g l o [ i ] <−t oS t r i ng ( Tabla$Respuesta [ c ( 1 : 3 ) ] )
d iag [ i ] <− i d e n t i f i c a ( as . numeric ( as . vec to r ( Tabla$Respuesta [ c ( 1 : 3 ) ] ) ) )

}
Resultados <− data . frame (nom, res , diag , a r r e g l o )
med <− cuentaErrores ( Resu l tados$res , Resu l tados$d iag ) + med

}
re turn (med/numInt )

}
l i b r a r y (” readr ”)
DatosPaulo <− r ead c sv ( f i l e . choose ( ) )
Pac i ente s <− DatosPaulo$PACIENTES

tablaAcostado1 <− DatosPaulo [ , s e l e c c i o n ( 5 ) ]
nombre <− tablaAcostado1 [ 1 , ]
tablaAcostado1 <− tablaAcostado1 [−c ( 1 ) , ]
colnames ( tablaAcostado1 ) <− nombre
MatrizAcostado1 <− matrix ( nrow= 44 , nco l =

9 , as . numeric ( as . matrix ( tablaAcostado1 [ ,− c ( 1 , 2 ) ] ) ) )

tablaSentado1 <− DatosPaulo [ , s e l e c c i o n ( 6 ) ]
tablaSentado1 <− tablaSentado1 [−c ( 1 ) , ]
colnames ( tablaSentado1 ) <− nombre
MatrizSentado1 <− matrix ( nrow= 44 , nco l =

9 , as . numeric ( as . matrix ( tablaSentado1 [ ,− c ( 1 , 2 ) ] ) ) )

d i f 1 <− MatrizSentado1 −MatrizAcostado1
Dif1 <− cbind ( tablaAcostado1 [ , 1 ] , tablaAcostado1 [ , 2 ] , d i f 1 )

tablaAcostado2 <− DatosPaulo [ , s e l e c c i o n ( 7 ) ]
tablaAcostado2 <− tablaAcostado2 [−c ( 1 ) , ]
colnames ( tablaAcostado2 ) <− nombre
MatrizAcostado2 <− matrix ( nrow= 44 , nco l =

9 , as . numeric ( as . matrix ( tablaAcostado2 [ ,− c ( 1 , 2 ) ] ) ) )

d i f 2 <− MatrizAcostado2 −MatrizSentado1
Dif2 <− cbind ( tablaAcostado1 [ , 1 ] , tablaAcostado1 [ , 2 ] , d i f 2 )
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tablaSentado2 <− DatosPaulo [ , s e l e c c i o n ( 8 ) ]
tablaSentado2 <− tablaSentado2 [−c ( 1 ) , ]
colnames ( tablaSentado2 ) <− nombre
MatrizSentado2 <− matrix ( nrow= 44 , nco l =

9 , as . numeric ( as . matrix ( tablaSentado2 [ ,− c ( 1 , 2 ) ] ) ) )

d i f 3 <− MatrizSentado2 − MatrizAcostado2

tablaAcostado3 <− DatosPaulo [ , s e l e c c i o n ( 9 ) ]
tablaAcostado3 <− tablaAcostado3 [−c ( 1 ) , ]
colnames ( tablaAcostado3 ) <− nombre
MatrizAcostado3 <− matrix ( nrow= 44 , nco l =

9 , as . numeric ( as . matrix ( tablaAcostado3 [ ,− c ( 1 , 2 ) ] ) ) )

d i f 4 <− MatrizAcostado3 − MatrizSentado2

tablaDePie <− DatosPaulo [ , s e l e c c i o n ( 1 0 ) ]
tablaDePie <− tablaDePie [−c ( 1 ) , ]
colnames ( tablaDePie ) <− nombre
MatrizDePie <− matrix ( nrow= 44 , nco l =

9 , as . numeric ( as . matrix ( tablaDePie [ ,− c ( 1 , 2 ) ] ) ) )

d i f 5 <− MatrizDePie − MatrizAcostado3

tablaAcostado4 <− DatosPaulo [ , s e l e c c i o n ( 1 1 ) ]
tablaAcostado4 <− tablaAcostado4 [−c ( 1 ) , ]
colnames ( tablaAcostado4 ) <− nombre
MatrizAcostado4 <− matrix ( nrow= 44 , nco l =

9 , as . numeric ( as . matrix ( tablaAcostado4 [ ,− c ( 1 , 2 ) ] ) ) )

d i f 6 <− MatrizAcostado4 − MatrizDePie

tab laEs fue r zo <− DatosPaulo [ , s e l e c c i o n ( 1 2 ) ]
t ab laEs fue r zo <− tab laEs fue r zo [−c ( 1 ) , ]
colnames ( tab laEs fue r zo ) <− nombre
Matr izEs fuerzo <− matrix ( nrow= 44 , nco l =

9 , as . numeric ( as . matrix ( tab laEs fue r zo [ ,− c ( 1 , 2 ) ] ) ) )

d i f 7 <− Matr izEs fuerzo − MatrizAcostado4

tablaAcostado5 <− DatosPaulo [ , s e l e c c i o n ( 1 3 ) ]
tablaAcostado5 <− tablaAcostado5 [−c ( 1 ) , ]
colnames ( tablaAcostado5 ) <− nombre
MatrizAcostado5 <− matrix ( nrow= 44 , nco l =

9 , as . numeric ( as . matrix ( tablaAcostado5 [ ,− c ( 1 , 2 ) ] ) ) )
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d i f 8 <− MatrizAcostado5 − Matr izEs fuerzo

########################################

elConjunto <− numAleatorios (40)
tablaAleE <− Dif1 [ elConjunto , ]
tablaPrueba <− Dif1 [− elConjunto , ]

#Algortmo para k = 3
nom <− c (0 )
r e s <− c (0 )
diag <− c (0 )
a r r e g l o <− c (0 )

#primera tab la de r e s u l t a d o s
f o r ( i in 1 : 4 ) {

x <−tablaPrueba [ i , 3 : 1 1 ]
p r i n t ( c ( tablaPrueba$ID [ i ] , tablaPrueba$Sincope [ i ] ) )
laTabl <− distEn11 (x , tablaAleE )
Tabla <− laTabl [ order ( laTabl$permutacion ) , ]
p r i n t ( Tabla [ c ( 1 ) , ] )

}

#tab la resumida de r e s l t a d o s
f o r ( i in 1 : 4 ) {

x <−tablaPrueba [ i , 3 : 1 1 ]
laTabl <− distEn11 (x , tablaAleE )
Tabla <− laTabl [ order ( laTabl$permutacion ) , ]
nom[ i ]<− tablaPrueba$ID [ i ]
r e s [ i ] <− tablaPrueba$Sincope [ i ]
a r r e g l o [ i ] <−t oS t r i ng ( Tabla$Respuesta [ c ( 1 : 3 ) ] )
d iag [ i ] <− i d e n t i f i c a ( as . numeric ( as . vec to r ( Tabla$Respuesta [ c ( 1 : 3 ) ] ) ) )

}
Resultados <− data . frame (nom, res , diag , a r r e g l o )
cuentaErrores ( Resu l tados$res , Resu l tados$d iag )

sacaMedia (12 , 10)
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Recontrucción de gráficas con estructura circuclar

Brenda Paola Quintana Silva

Julio 2019

1. Gráficas circulantes

Sea G = (V,E) una gráfica simple no dirigida. Sea f : V → {1, ..., |V |} una
función de etiquetado. Se define el peso de las aristas como el valor absoluto
de la diferencia entre las etiquetas asignadas a u y v. El problema del “arreglo
lineal mı́nimo”(layout) consiste en encontrar un etiquetado de los vértices tal
que la suma de los pesos de las aristas sea mı́nima, es decir, es encontrar una
función f tal que la siguiente suma sea mı́nima:

∑
u,v∈E

|f(u)− f(v)|

Este problema es categorizado como NP-hard. En el trabajo ”Layout of ran-
dom circulant graph de Richter y Rocha, se da una solución de orden polinomial
para este problema bajo el supuesto de tener inicialmente una gráfica circulan-
te. Este método ayuda a dar una solución al problema de la reconstrucción de
secuencias del ADN, también es usado para el modelado de la corteza cerebral
[1].

Una gráfica circulanteH se debe definir sobre el conjunto de vértices {1, ..., n}
y sobre el conjunto de aristas dado por:

E = {(i, j) : |i− j| ≡ s(mód n), s ∈ S}, S ⊆ {1, ..., n}, −s ≡ s(mód n)
En el trabajo de Richter y Rocha se tiene una diferente definición de gráfi-

cas circulantes que no cumple con que su matriz de adyacencia también sea
circulante. Bajo la condiciones de dicho estudio H se define para el conjunto de
vertices V = {1, ..., n} y de aristas E = {(i, j) : |i − j| ≡ s( mód n), s ∈ S}
donde S ⊆ {1, ..., n−12 }. Con esta definición los resultados son diferentes pues la
matriz que se obtiene es simétrica más no circulante.

En las Figuras 1, 2 y 3 se muestran algunos ejemplos t́ıpicos de gráficas cir-
culantes.
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Figura 1: n = 8, −s = {-2, -4, -6}, s = {2, 4, 6}

Figura 2: n = 10, −s = {−5,−3,−2,−4}, s = {5, 3, 2, 4}

Figura 3: n = 10, −s = {−2,−4,−7,−8,−6,−3}, s = {2, 4, 7, 8, 6, 3}
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Una gráfica circulante aleatoria es el resultado de borrar aristas de aleato-
riamente de la estructura de H con una probabilidad de 1− p donde p ∈ [0, 1].

Con la ayuda de los eigenvectores de la matriz de adyacencia es posible
proponer un método para recuperar un layout (diseño) de una gráfica con es-
tructura circulante.

2. Método

Una matriz circulante A se define con un solo vector a ∈ Rn, donde cada
renglón de la matriz es una permutación del anterior. Aśı, A se ve como:

A =


a1 a2 a3 · · · an
an a1 a2 · · · an−1
...

...
...

. . .
...

a2 a3 a4 · · · a1


La matriz de adyacencia A de una gráfica circulante H, es una matriz circu-

lante también. La gráfica aleatoria a considerar es G = (V,E) que es resultado
de borrar aristas con una probabilidad 1− p de H.

Por otra parte, si se define M = pA, donde M y A son matrices circulantes,
M necesariamente describe la estructura de H. Por ejemplo:

M = p


0 1 1 1 0
0 0 1 1 1
1 0 0 1 1
1 1 1 0 0
0 1 1 1 0


Sea M̂ la matriz de adyacencia de la gráfica aleatoria G, y las entradas de

M̂ corresponden a variables aleatorias independientes Bernoulli, donde P (m̂ij =
1) = mij , y donde a su vez mij son las entradas de M .

El etiquetado de G generalmente no se tiene, y únicamente se asume que esta
gráfica viene de una gráfica circulante. Por esta razón, se necesita encontrar un
embebimiento para G que tenga el orden correcto (un layout).

A continuación, se presenta un algoritmo que resuelve este problema usando
los eigenvectores correspondientes al 2do y 3er eigenvalor más grande de M̂.
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Algoritmo

Sea M̂ una matriz aleatoria:

1. Obtener los eigenvectores x̂, ŷ asociados a los eigenvalores λ2

(
M̂
)

y λ3(M̂).

2. Obtener la coordenada angular ϕi para el punto (x̂i, ŷi).

3. Definir la permutación σ tal que σ(i) > σ(j), si ϕi ≥ ϕj .

4. Devolver la permutación σ.

En el Apéndice se muestra el código escrito en lenguaje R utilizado para la im-
plematación de este algoritmo.

Pruebas del algoritmo
A continuación se muestran los resultados arrojados por el programa compu-

tacional usando el algoritmo previamente mencionado. Estas figuras fueron ob-
tenidas utilizando matrices simétricas no circulantes.

Figura 4: Reordenamiento de una matriz aleatoria simétrica (no circulante) de
tamaño 50x50.

Primeramente, En la Figura 4 se muestra como a partir de una matriz alea-
toria simétrica se reorganizan todos los vertices para intentar obtener una forma
circulante.

En la Figura 5 se aprecia la importacia que tiene en el procedimeinto el
hecho de que la matriz inicial sea circulante, y no solos simétrica, para poder
formar el ćırculo unitario con los eigenvectores de M .

El fenómeno de que los eigenvectores por coordenadas formen un ćırculo
puede explicarse por la naturaleza de las matrices circulantes.

4



Figura 5: Gráfica de las coordenadas del 2do y 3er eigenvector de la matriz M .

3. Análisis de resultados

El programa se ejecutó varias veces para verificar que el algoritmo tuviera
la eficiencia y eficacia que se menciona, sin embargo se puede observar en las
siguientes ejecuciones que el error mencionado en [1] es muy grande.

Figura 6: La primera gráfica correponde a la gráfica coordenada a coordenada
del 2do y 3er eigenvector de M . La segunda corresponde a los eigenvectores de
su matriz aleatoria. Se muestra el reordenamiento de 250 vértices, |s| = 150, p
= 0.5.

5



En la Figura 6 puede observarse un ligero reordenamiento similar al que
se menciona en [1], más no es el esperado. Además, la gráfica del 2do y 3er

eigenvector de la matriz aleatoria no tiene la forma circular esperada.
Es aśı que se puede decir que a partir de un conjunto |s|=150 con proba-

bilidad p=0.5, no se pudo reordenar completamente de la gráfica de 250 vertices.

Figura 7: La primera gráfica correponde a la gráfica coordenada a coordenada
del 2do y 3er eigenvector de M . La segunda corresponde a los eigenvectores de
M̂ . Se muestra el reordenamiento de 250 vértices, |s| = 153, p = 0.8.

Para la simulación hecha bajo las condiciones mostradas en la Figura 7 que
resaltar es que la reordenación no es muy eficente ya que en esta misma figura
no hay cambios significativos entre ambas gráficas. Esto podŕıa deberse a que
se tiene una gráfica casi completa, ya que la probabilidad de remover un arista
era muy baja.

6



Figura 8: Diagrama de las matrices M , M̂ y el reordenamiento de M̂ . También
se dibujan sus gráficas y las gráficas coordenada a coordenada del 2do y 3er

eigenvector de M y M̂ de una gráfica de 20 vértices, |s| = 18, p = 0.5

En el ejemplo de la Figura 8 se muestra la gráfica circulante y la gráfica
aleatoria asociadas a la matrices M y M̂ , respectivamente. También se anexan
las gráficas del 2do y 3er eigenvector correspondientes y el rerodenamiento.
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En este caso se obtiene el reordemnaineto esperado, se puede estipular que
si tienen pocas aristas se puede hacer un mejor layout.

Figura 9: Diagrama de las matrices M , M̂ y el reordenamiento de M̂ . Tambien
se dibuja sus gráficas y las gráficas coordenada a coordenada del 2do y 3er

eigenvector de M y M̂ , de una gráfica de 20 vértices, |s| = 10, p = 0.8
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En la simulación mostrada la Figura 9 se obtuvo un reordenamiento exitoso
tomando una probabiliadad alta. Esto es indiciio de que el error en el reordena-
miento provine de usar gráficas con muchas aristas.

Figura 10: Diagrama de las matrices M , M̂ y el reordenamiento de M̂ . Tambien
se dibuja sus gráficas y las gráficas coordenada del 2do y 3er eigenvector de M
y M̂ , de una gráfica de 20 vértices, |s| = 13, p= 0.9

La simmulación ejemplificada en la Figura 10 es una muy buena ejecución de
lo esperado. Esto pues los puntos coordenada a coordenada del 2do y 3er eigen-
vector de M̂ están muy cercanos a circulo unitario, por lo que el reordenaimeto
que se obtuvo es muy bueno.

Los resultados mostrados en la Figura 11 se compilaron partiendo de una
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Figura 11: Diagrama de las matrices M , M̂ y el reordenamiento de M̂ . Tambien
se dibuja sus gráficas y las gráficas coordenada del 2do y 3er eigenvector de M
y M̂ , de una gráfica de 20 vertices, |s| = 18, o = 0.9

gráfica casi completa y circulante. Esto afecta demasiado a los eigenvectores
pues ahora en ninguno de los casos las coordenadas del 2do y 3er eigenvalor se
encuentran sobre la circufenrencia unitaria.
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4. Conclusión

En primera instancia se concluye que el algoritmo no tiene un buen desem-
peño en algunos ejemplos que se simularon como los mostrados en la Figura
7, donde la gráfica es casi completa, el número de vértices muy grande y una
probabilidad cercana a uno.

La propiedad de que (xi, yi), donde (xi) e (yi) son las entradas de los ei-
genvectores correspondientes al 2do y 3er eigenvalor más grande, se encuentren
cerca de la circunferencia unitaria no se observa en todos las simulaciones. Estos
casos que se deben analizar en trabajos posteriores.

5. Apéndice

l i b r a r y (” igraph ”)

#func ion que d ibuja e l g ra f o
Dibuja <− f unc t i on (A){

p lo t ( graph . adjacency (A, mode = ” und i rec ted ”) )
}

#Funcion que hace l a matr iz a l e a t o r i a
matr izAle <− f unc t i on (Mat){

gorro <− matrix ( nrow = s q r t ( l ength (Mat ) ) ,
nco l =s q r t ( l ength (Mat ) ) , rep (0 , l ength (A) ) )

f o r ( i in 1 : ( s q r t ( l ength (Mat))−1)){
f o r ( j in (1+ i ) : s q r t ( l ength (Mat ) ) ) {

gorro [ i , j ] <− rbinom (1 , 1 , Mat [ i , j ] )
gorro [ j , i ] <− gorro [ i , j ]

}
}
re turn ( gorro )

}

#f u n c i n que saca l o s v a l o r e s y v e c t o r e s prop io s
prop io s <− f unc t i on ( matr iz ){

v a l o r e s <− e igen ( matr iz ) $va lues
v e c t o r e s <− e igen ( matr iz ) $vec to r s

segVal <− v a l o r e s [ 2 ]
te rVal <− v a l o r e s [ 3 ]
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segVect <− v e c t o r e s [ , 2 ]
terVect <− v e c t o r e s [ , 3 ]

p l o t ( segVect , terVect , type = ”p”)
re turn ( l i s t ( segVect , terVect ) )

}

#Fn que c o n v i e r t e l o s angulos de l arctan en a l g u l o s p o s i t i v o s
convTan <− f unc t i on (x , y ){

i f ( x >= 0 && y > 0){
theta <− atan ( y/x )

} e l s e i f ( y >= 0 && x < 0){
theta <− pi + atan ( y/x )

} e l s e i f ( x <= 0 && y < 0 ){
theta <− atan ( y/x ) + pi

} e l s e {
theta <− 2∗ pi + atan ( y/x )

}
re turn ( theta )

}

ca lcu laPermutac ion <− f unc t i on ( v e c t o r e s ){
angulos <− c (0 )
segVect <− v e c t o r e s [ [ 1 ] ]
te rVect <− v e c t o r e s [ [ 2 ] ]
f o r ( i in 1 : l ength ( segVect ) ) {

angulos [ i ] <− convTan ( segVect [ i ] , t e rVect [ i ] )
}
orden <− c ( 1 : l ength ( angulos ) )
ayuda <− data . frame ( angulos , orden )
sigma <− ayuda [ with ( ayuda , order (−ayuda$angulos ) ) , ]
s igma$permutacion=seq ( from = length ( angulos ) , to = 1 , by = −1)
sigmaCool <− sigma [ order ( sigma$orden ) , ]

r e turn ( sigmaCool )
}

#func ion que hace l a matr iz de p e r m u t a c i n de acuerdo a l
dateframe de l a permutacion

matPermuta <− f unc t i on (A, sigma ){
matPer <− matrix ( nrow=s q r t ( l ength (A) ) , nco l=s q r t ( l ength (A) ) ,

rep (0 , s q r t ( l ength (A) ) ) , byrow=TRUE)
f o r ( i in 1 : s q r t ( l ength (A) ) ) {

f o r ( j in 1 : s q r t ( l ength (A) ) ) {
matPer [ sigma$permutacion [ i ] , s igma$permutacion [ j ] ] <− A[ i , j ]

}
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}

re turn ( matPer )
}
#Funcion que hace un diagrama de cuadros de acuerdo a una matr iz
diagrama <− f unc t i on (A) {

base <− f unc t i on (n , m){
x <− c (0 , 0 , 1 , 1)+n
y <− c (0 , 1 , 1 , 0)+m
polygon (x , y , c o l = ” black ” , border = ” white ”)

}

xs <− c (0 , 1 : s q r t ( l ength (A) ) )
ys <− c (0 , 1 : s q r t ( l ength (A) ) )
ca r t e s i ano<− expand . g r id ( xs , ys )
p l o t ( cartes iano$Var1 , car tes iano$Var2 )

f o r ( i in 1 : s q r t ( l ength (A) ) ){
f o r ( j in 1 : s q r t ( l ength (A) ) ){

i f (A[ i , j ] == 1){
base ( j −1, s q r t ( l ength (A))− i )

}
}

}

}
#codigo a e j e c u t a r

n = 20 #numero de v e r t i c e s a poner
m= 7 #un t a m a o aproximado de s
p = 0 .8 #p r o b i l i d a d con l a que se r e t i r a n l a s a r i s t a s

numeros <− c e i l i n g ( r u n i f (m, min=1, max=(n−1)))
v e r t i c e s <− c ( 1 : n )
g r a f i c a <− matrix ( nrow = length ( v e r t i c e s ) ,

nco l =length ( v e r t i c e s ) , rep (0 , l ength ( v e r t i c e s )∗∗2) )
SYMenosS <− Fac i lS (n , numeros )
s <− SYMenosS$s

f o r ( k in 1 : l ength ( s ) ) {
f o r ( i in 1 : n ) {

f o r ( j in 1 : n) {
i f ( ( ( abs ( i−j ) ) % %n) == s [ k ] ) {

g r a f i c a [ i , j ] <− 1
}

}
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}
}
A <− g r a f i c a
M <− p∗A
gorroMcool <− matrizAle (M)
a<− prop io s (M)

vec to r e s1 <− prop io s ( gorroMcool )
sigma <− ca lcu laPermutac ion ( ve c to r e s1 )

diagrama ( gorroMcool )
matPer <− matPermuta ( gorroMcool , sigma )
diagrama ( matPer )
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